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基于视频预训练和注意力特征融合的行人重识别方法

南　 灏， 吴丽君

（福州大学 物理与信息工程学院， 福州 ３５０１１６）

摘　 要： 行人重识别是跨摄像头追踪的关键环节之一，主流方法多采用 ＩｍａｇｅＮｅｔ 进行预训练，忽视了数据集的域间差异，且
以结构庞大的多分支模型居多，模型复杂度较高。 本文设计一种行人重识别方法，采用基于原始视频带噪声标签参与监督的

方式进行预训练，减少域间差异以提升特征表达能力；以基于注意力的特征融合方式取代残差网络的跳接映射，增强网络的

特征提取能力；在网络中嵌入坐标注意力机制，在低复杂度的情况下强化关键特征，抑制低贡献特征；采用随机擦除对输入数

据做数据增强以提高泛化能力，联合分类损失、三元组损失和中心损失函数对网络进行监督训练。 在公开数据集 Ｍａｒｋｅｔ－
１５０１ 和 Ｄｕｋｅ－ＭＴＭＣ 上完成了消融实验，与主流方法对比实验表明本方法在不需要复杂多分支逻辑结构的前提下，仍可达到

较高的精度。
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０　 引　 言

社会公共安全的重要性凸显，智能监控与追踪

在智慧城市建设中扮演着越来越重要的角色。 在跨

摄像头监控追踪领域，受监控视频像素低、实际环境

复杂多变等因素影响，人脸识别技术难以提供可靠

的检测和识别，因此基于整个行人图像特征的行人

重识别方法受到了广泛关注。 因光照、遮挡、不同摄

像机参数、行人姿态和衣着变化等一系列因素的影

响，行人重识别工作仍然面临诸多挑战。
传统行人重识别方法通过人工操作进行特征提

取，如直方图或局部最大特征等算法，除此之外还提

出了许多基于度量学习的方法，如 Ｋｏｅｓｔｉｎｇｅｒ［１］等人

提出利用大规模度量提升模型效果。 随着数据量的

日益剧增和深度学习的兴起，基于深度神经网络可

提取更具判别性的深度特征，２０１４ 年 Ｌｉ 等［２］ 首次

利用深度学习解决行人重识别问题，将行人重识别

看作目标分类和检索任务，以卷积神经网络为基础



架构的深度学习方法在行人重识别研究中不断取得

突破。 研究表明此类方法甚至在大量情形下超过了

人类水平［３］。 ２０１８ 年 Ｓｕｎ 等［４］提出了经典的 ＰＣＢ＋
ＲＰＰ（Ｐａｒｔ－ｂａｓｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂａｓｅｌｉｎｅ）算法，将行

人图像分块，融合各块特征提高判别性。 然而该方

法分别提取不同分块特征且需要结合空间注意力对

分割界限进行优化，网络并非端到端，增加了模型复

杂度。 Ｗａｎｇ 等［５］ 在融合局部特征的思想上，设计

了 ＭＧＮ（Ｍｕｌｔｉｐｌｅ Ｇｒａｎｕｌａｒｉｔｙ Ｎｅｔｗｏｒｋ）算法，同时考

虑全局特征和多粒度局部特征，但需要维护全局和

局部分支，网络结构仍然复杂；Ｌｕｏ 等［６］注意到仅考

虑全局特征也可以达到优秀的效果，提出了 ＢｏＴ
（Ｂａｇ ｏｆ Ｔｒｉｃｋｓ）算法，并为重识别领域总结了许多训

练策略； Ｓｈｅ 等［７］ 提出在残差网络上引入 ＣＢＡＭ
（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｎｉｓｍ） 注意力

机制模块进行重识别，将通道和空间注意力同时嵌

入以提升特征表示能力，但 ＣＢＡＭ 采用 ７×７ 卷积提

取局部信息，始终无法实现信息更大感受野的长范

围依赖。
除了针对网络结构的优化外，如何使用预训练

模型对网络权重进行有效的初始化，以优化网络收

敛情况，也成为了一个研究方向。 已有工作习惯使

用 ＩｍａｇｅＮｅｔ 进行预训练，由于 ＩｍａｇｅＮｅｔ 的图片和行

人重识别任务中的图片有着很大的域间差异，此种

方法并不会给网络带来提升，因此 Ｆｕ 等［８］基于 ７ 万

个街景视频，利用 ＹＯＬＯ－Ｖ５ 作为检测器搜集行人

图片，制作了大型数据集 ＬＵｐｅｒｓｏｎ，结合数据增强，
以动量对比学习的方式进行无监督预训练，提升了

网络精度；Ｙａｎｇ［９］ 等又提出了内部身份正则化，并
引入全局一致性约束来继续优化无监督框架，但这

些方法皆没有利用数据集原始视频的时间和空间相

关性；Ｆｕ 等［１０］ 在上述成果基础上提出了利用原始

视频来训练的 ＰＮＬ（Ｐｒｅ－ｔｒａｉｎｉｎｇ ｗｉｔｈ Ｎｏｉｓｙ Ｌａｂｅｌｓ）
方法，对此类信息加以利用。

基于上述分析，本文设计基于 ＲｅｓＮｅｔ５０ 的行人

重识别方法，利用 ＬＵｐｅｒｓｏｎ 数据集原始视频的带噪

声标签训练初始化主干网络，促进网络收敛；以基于

注意力的特征融合模块替换残差网络中的恒等映射

残差跳接，增强网络特征提取能力；最后，嵌入坐标

注意力 ＣＡ（Ｃｏｏｒｄｉｎａｔｅ Ａｔｔｅｎｔｉｏｎ） ［１１］ 模块，对特征重

新赋予权重，进一步提升特征判别效果。 本网络不

含多分支的复杂结构，仅利用网络输出的全局特征。
在公开数据集 Ｍａｒｋｅｔ－１５０１ 和 Ｄｕｋｅ－ＭＴＭＣ 上进行

实验，验证此方法的合理性和可行性。

１　 网络模型

本文整体网络模型如图 １ 所示。 首先，采用基

于原始视频搜集的数据集 ＬＵｐｅｒｓｏｎ －ＮＬ，以基于

ＰＮＬ 预训练框架的训练方法对主干网络进行初始

化；其次， 引入改良后的注意力特征融合 ＡＦＦ
（Ａｔｔｅｎｔｉｏｎａｌ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ） ［１２］ 模块并进行优化，取
代残差块中的跳接映射，不再将输出和残差跳接直

接相加；最后，在网络中融入坐标注意力 ＣＡ 模块，
对特征输出重新赋予权重，进一步优化网络的特征

提取能力，提升判别性。

原始视频预训练

三元组损失&中心损失

输入图片

hAFF-ResNet50

测试特征

GAP
CA BN 交叉熵损失FC

图 １　 本文网络结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ

１．１　 原始视频预训练方法

本文采用基于 ＰＮＬ 框架的预训练方法来预训

练主干网络。 为了利用原始视频的时间和空间相关

性，数据集 ＬＵｐｅｒｓｏｎ－ＮＬ 是一系列行人轨迹序列，

以先进目标跟踪算法从数据集 ＬＵＰｅｒｓｏｎ 的原始视

频中获取，并加以姿态筛选和采样过滤，对每个轨迹

赋予相同身份，从 ２１ ０００ 个场景中收集的 １ ０００ 万

张大量不同身份的图像组成。 针对此种大规模含噪

６９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



声标签的数据集，采用双分支对比网络结构，采取不

同数据增强策略，通过不共享权重的两个相同编码

器到输出特征，基于动量对比学习，将无监督常用的

对比损失方法，优化为融合分类监督损失、原型对比

损失和标签引导对比损失为一体的弱监督训练方

法。
１．１．１　 分类监督损失

主分支的输出特征 ｑｉ 通过全连接层及 Ｓｏｆｔｍａｘ
分类器，得到特征所属于对应标签类别的概率 ｐｉ，
并利用标签 ｙｉ 进行分类损失的计算，损失函数如式

（１）所示：
Ｌｉ
ｃ ＝ － ｌｏｇ ｐｉ ｙｉ[ ]( ) （１）

　 　 其中， ｉ 表示对应的类别。
标签 ｙｉ 随网络进程进行更新，具体体现在原型

对比损失模块。 本文在分类损失基础上加入标签平

滑，进一步降低标签噪声的影响。
１．１．２　 原型对比损失

在每次训练过程中，对 Ｋ 个标签类别分别维护

一个质心特征向量 ｃｋ， 称之为每个类的原型

（ｐｒｏｔｏｔｙｐｅ），并在训练迭代中遵循动量机制进行更

新。 基于所维护的原型，首先利用各类别原型计算

分支输出特征 ｑｉ 和原型的相似性分数 ｓｋｉ ， 如式（２）
所示：

ｓｋｉ ＝
ｅｘｐ （ｑｉ·ｃｋ ／ τ）

∑
Ｋ

ｋ ＝ １
ｅｘｐ （ｑｉ·ｃｋ ／ τ）

（２）

　 　 其中， τ 为设置的超参数。
其次，利用所得到的对应 ｉ 类别的相似性分数

ｓｋｉ 和分类概率 ｐｉ 融合得到判别参数，若此参数大于

设定阈值，则视为此特征距离 ｉ 类别原型更接近，将
标签更新为对应类别，否则不更新标签。 利用原型

对比损失函数来约束每一个样本，使其距离所属类

别的中心更近，具体函数如式（３）所示，此时 ｙｉ 为更

新后的标签。

Ｌｉ
ｐｒｏ ＝ － ｌｏｇ

ｅｘｐ （ｑｉ·ｃｙｉ ／ τ）

∑
Ｋ

ｊ ＝ １
ｅｘｐ （ｑｉ·ｃｊ ／ τ）

（３）

１．１．３　 标签引导对比损失

样本间的对比学习一直作为自监督学习的有效

手段， ＰＮＬ 方法在利用双分支输出间样本对比损失

基础上加入标签引导，在训练过程中除了维护包含

正负特征对的队列外，还同时维护样本所对应的标

签 ｙｉ 来辅助判别样本正负，避免误判。 具体标签引

导对比损失如式（４）所示：

Ｌｉ
ｌｇｃ ＝ －

１
Ｐ ｉ( )

·

ｌｏｇ
∑

ｋ＋∈Ｐ ｉ( )

ｅｘｐ ｑｉ·ｋ＋ ／ τ( )

∑
ｋ＋∈Ｐ ｉ( )

ｅｘｐ ｑｉ·ｋ＋ ／ τ( ) ＋ ∑
ｋ－∈Ｎ ｉ( )

ｅｘｐ ｑｉ·ｋ－ ／ τ( )
（４）

其中， Ｐ ｉ( ) 表示正特征集； Ｎ ｉ( ) 表示负特征

集； ｋ ＋ 表示正特征集中的特征； ｋ － 表示负特征集的

特征。
最终由 ３ 个损失模块共同监督训练，总体损失

函数，如式（５）所示：
Ｌｉ ＝ λ１ Ｌｉ

ｃ ＋ λ２Ｌｉ
ｐｒｏ ＋ λ３ Ｌｉ

ｌｇｃ （５）
　 　 考虑到训练初期标签噪声的影响，本文设置

λ １ ＝０．９９５，λ ２ ＝ λ ３ ＝ １， 在此联合函数的监督下，在
数据集 ＬＵｐｅｒｓｏｎ－ＮＬ 上完成对主干网络的预训练。
１．２　 特征融合跳接模块

残差跳接将残差块的输入直接加至对应的输出

部分，使网络只学习恒等映射以外的残差部分，解决

梯度爆炸和梯度消失的问题。 本文为应对其伴生的

信息冗余、特征利用有限等问题，引入基于注意力的

特征融合模块并对其进行改良，来取代残差跳接的

直接特征对应相加。 改良后的多尺度注意力模块

（Ｍｕｌｔｉ Ｓｃａｌｅ－ｈａｒｄ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ，ＭＳ－
ｈＣＡＭ）结构如图 ２（ａ）所示，基于此实现的注意力特

征融合模块（ｈａｒｄ Ａｔｔｅｎｔｉｏｎａｌ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ，ｈＡＦＦ）
如图 ２（ｂ）所示，其所构成的残差块结构如图 ２（ｃ）
所示。

在多尺度注意力模块中，输入特征经过两个分

支，全局分支类似 ＳＥ（Ｓｑｕｅｅｚｅ Ｅｘｃｉｔａｔｉｏｎ）机制，首先

通过全局平均池化获取全局特征，经过一次卷积降

维将通道数降至 Ｃ ／ τ ，其中 τ 为衰减参数，对于

ＲｅｓＮｅｔ５０ 本文将其设置为 １６，之后经过激活函数并

通过一次卷积还原通道数。 另一侧的局部分支，相
较于全局分支去掉全局平均池化操作，而保留细粒

度的局部特征，其后的操作与全局分支相同。 在完

成两个分支的操作后，将全局分支 １×１ 尺度特征通

过广播至局部分支输出特征进行相加，并通过

Ｓｉｇｍｏｉｄ 函数得到最终的注意力权重，将其赋予原输

入特征。 为降低参数量，整个过程中的卷积操作均

采用逐点卷积而非使用大小不同的卷积核来适应不

同尺度。 为了降低 ＲｅＬＵ 以降低过度特征屏蔽带来

的影响，本文以 ｈａｒｄｓｗｉｓｈ［１３］ 激活函数将其取代，具
体如公式 （ ５），其中以 ＲｅＬＵ６（ｘ ＋ ３） ／ ６ 来拟合

ｓｗｉｓｈ［１４］激活函数中运算成本最高的 ｓｉｇｍｏｉｄ 部分，
在低运算前提下有效提升模块效果。
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图 ２　 多尺度注意力模块、ｈＡＦＦ 模块以及 ｈＡＦＦ 残差块
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注意力特征融合模块在上述多尺度注意力模块

的基础上实现。 对于特征 ｆ１ 和 ｆ２， 首先将两特征进

行直接相加得到初始融合特征，作为多尺度注意力

模块的输入，最终经过 Ｓｉｇｍｏｉｄ 函数输出的权重本

身作为 ｆ１ 的权重，以 １ 减去其对应元素所得的差作

为 ｆ２ 的权重，两特征分别逐元素与权重相乘后再次

相加，得到最终的融合特征。 应用于残差网络时，本
文选择将跳接残差作为输入模块的 ｆ１， 当前残差块

的输出特征作为 ｆ２。
１．３　 坐标注意力模块

为进一步强化所提取特征的判别性，本文在网

络中嵌入坐标注意力机制，坐标注意力模块结构如

图 ３ 所示。 对于输入特征，采用类似坐标系结构的

方式，分别进行 Ｘ方向平均池化和 Ｙ方向平均池化，
得到通道和尺寸维度分别为 Ｃ × Ｈ × １ 和 Ｃ × １ × Ｗ
尺度的方向感知特征，此时将两特征进行空间维度

级联和 １×１ 卷积通道压缩，将通道数压缩至 Ｃ ／ τ，
经过批归一化和非线性激活函数处理后再通过分割

操作再次分为 Ｃ × Ｈ × １ 和 Ｃ × １ × Ｗ尺度的两个特

征，将其分别输入 Ｓｉｇｍｏｉｄ 函数获取 Ｘ方向和 Ｙ方向

权重，重新赋予输入特征得到最终的输出特征图。
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BN&hardSwish
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out
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图 ３　 坐标注意力模块

Ｆｉｇ． ３　 Ｃｏｏｒｄｉｎａｔｅ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 相较于 ＣＢＡＭ 以 ７×７ 卷积的方式获取局部特
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征，坐标注意力将 Ｘ、Ｙ 方向池化后的特征进行级联

后再进行卷积降维，建立感受野更大的长范围依赖。
在特征分割操作后，重新通过卷积升维和 Ｓｉｇｍｏｉｄ
生成两个方向的权重，对原特征图进行类似坐标方

式的权重赋予。
卷积核尺度均为 １×１，保证了模块的低复杂度。

本文选择在网络结构中加入坐标注意力强化所提取

特征的表达能力。 实验证明，在本文方法基础上，由
于在各层间添加注意力，一定程度破坏了网络初始

结构以及增加网络非线性，导致预训练效果降低，因
此在网络最后一层输出后嵌入坐标注意力效果优于

逐层嵌入坐标注意力。 本文将主干网络最后一层卷

积步长设置为 １，适当增大特征粒度，在特征输出和

全局平均池化层间嵌入 ＣＡ 模块。
１．４　 损失函数

本文网络模型采用融合交叉熵分类损失、三元

组损失以及中心损失的联合损失函数对模型进行监

督训练，主干网络输出特征图经过全局平均池化得

到的特征向量用于三元组损失和中心损失，对此特

征进行批归一化操作后，经过全连接层及 ｓｏｆｔｍａｘ 分

类器获得输出，将其用于交叉熵分类损失监督。 其

中分类损失函数如式（６）所示：

Ｌｃｅ ＝ －
１
Ｎ∑

Ｎ

ｉ ＝ １
ｑｉ ｌｏｇ （ｐｉ） （６）

　 　 其中， Ｎ 表示样本类别数量； ｐｉ 表示此样本属

于对应类别的概率； ｑｉ 由样本标签和 ｉ类别判定为 １
或 ０，此处引入标签平滑来应对标签噪声。

三元组损失作为距离度量的有效损失函数， 本

文遵循Ｐ × Ｋ采样模式，在每个批次抽取Ｐ个身份的

Ｋ 张行人图片，从中抽取正负样本对，如式（７） 所

示：
Ｌｔｒｉｐｌｅｔ ＝ ｄｐ － ｄｎ ＋ α[ ] ＋ （７）

　 　 其中， ｄｐ 表示与锚点特征为同一类别的正样本

对的欧氏距离； ｄｎ 表示负样本对的距离； α 表示边

际参数，本文设置为 ０．３，距离度量方式为欧氏距离。
为了解决三元组损失在随机抽样到正负样本对

间距均较大时损失仍较小的问题，引入中心损失辅

以监督，对类内间距加以约束，如式（８）所示：

Ｌｃ ＝
１
２ ∑

ｓ

ｊ ＝ １
ｆｉ － ｃｙ ｊ

２
２ （８）

　 　 其中，ｓ 表示一个迷你批次的大小； ｆｉ 表示样本

特征； ｃｙ ｊ 则表示所维护的对应类别的中心特征。
总体损失函数如式（９）所示：

Ｌ ＝ λ１ Ｌｃｅ ＋ λ２ Ｌｔｒｉｐｌｅｔ ＋ λ３ Ｌｃ （９）

　 　 其中，本文设置 λ１ ＝ λ２ ＝ １， λ３ ＝ ０．００５，模型在

上述联合损失监督下完成训练。

２　 实验结果与分析

２．１　 数据集和评价指标

本文在行人重识别领域最常用的两个公开数据

集 Ｍａｒｋｅｔ－１５０１ 和 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 上完成了全部

实验。 Ｍａｒｋｅｔ－１５０１ 数据集含有通过 ５ 个高分辨率

一个低分辨率摄像头采集到的１ ５０１个行人的图像，
其中训练集占 ７５１ 个身份的 １２ ９３６ 张图像，测试集

占 ７５０ 个身份以及包含查询图像和待查询图像的

１９ ７３２张图像；ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 则是由 ８ 个高分辨

率摄像头采集，含１ ４０４个行人身份的３６ ４１１张图

像，其中训练集占 ７０２ 个行人身份的１６ ５２２张图像，
测试集为剩余 ７０２ 个身份的１９ ８８９张图像。 上述两

个数据集都有效囊括了不同背景、不同光照、不同清

晰度、部分遮挡等现实因素。
在评价指标方面，传统行人重识别领域长期采

用 ＣＭＣ 曲线 （Ｒａｎｋ － １， Ｒａｎｋ － ５， Ｒａｎｋ － １０ 等）
作为评价指标，但该指标不能有效表达同一类别存

在多样本命中的情况，因此，后来引入了全类平均精

度 ｍＡＰ 来对模型性能进行更准确的评判。 本文选

择 ｍＡＰ 和 Ｒａｎｋ － １ 两项指标评价模型性能。
２．２　 实验细节

本文实验环境为 Ｐｙｔｈｏｎ３．６ 以及 Ｐｙｔｏｒｃｈ１．２ 版

本，操作系统为 Ｕｂｕｎｔｕ２０． ０４， 硬件环境为一块

ＮＶＩＤＩＡ ＧＴＸ １０８０Ｔｉ ＧＰＵ 和一块 ＮＶＩＤＩＡ Ｔｅｓｌａ４
ＧＰＵ。 训练和测试时模型输入的图片尺寸为 ２５６×
１２８ 像素，采用随机擦除和随机反转作为数据增强

策略以防止过拟合。 Ｂａｔｃｈ － Ｓｉｚｅ 设置为 ６４，选用

Ａｄａｍ 优化器，共训练 ２４０ 个 ｅｐｏｃｈｓ，训练时对学习

率采取 ＷａｒｍＵｐ 预热策略，预热后的基础学习率为

３．５ｅ－４，在第 ６０ 个 ｅｐｏｃｈ 下降至 ３．５ｅ－５，在第 １１０
个 ｅｐｏｃｈ 下降至 ３．５ｅ－６。
２．３　 消融实验

本文在数据集 Ｍａｒｋｅｔ － １５０１ 和 ＤｕｋｅＭＴＭＣ －
ｒｅＩＤ 上分别进行了对 ＰＮＬ 预训练模块、注意力特征

融合模块以及坐标注意模块的消融实验，并在数据

集 Ｍａｒｋｅｔ－１５０１ 上测试了不同坐标注意嵌入位置的

效果。 ３ 个模块的消融实验效果见表 １，表中 Ｂ 表示

骨干网络，ＰＲＥ、ＣＡ 和 ｈＡＦＦ 分别代表预训练、坐标

注意力和注意力特征融合 ３ 个模块，从表 １ 数据可

以看出，本文采用原始视频预训练方法，骨干网络性

能有较好提升，在 Ｍａｒｋｅｔ－１５０１ 和 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ
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上 ｍＡＰ 分别提升了 ３．４ 和 ４．１ 个百分比， Ｒａｎｋ － １
也有着相应的提升。 而注意力特征融合模块以及坐

标注意力模块，在 ＩｍａｇｅＮｅｔ 预训练和原始视频预训

练条件下均对网络性能有一定提升，在 ＩｍａｇｅＮｅｔ 预
训练条件下，ＣＡ 模块在两个数据集上 ｍＡＰ 分别提

升了 ０．７％以及 ０．５％， Ｒａｎｋ － １ 则在两个数据集上

分别提升了 ０．５％和 ０．８％，ｈＡＦＦ 模块则使 ｍＡＰ 分

别提升了 ０．２％和 ０．４％， Ｒａｎｋ － １ 分别提升了 ０．４％
和０．７％，两个模块共同作用时则可为 ｍＡＰ 分别带来

１．５％和 ２．１％的提升， Ｒａｎｋ － １ 则分别提升了 ０．９％
和 ２．７％；在引入预训练方法对网络初始权重进行激

活的前提下，ＣＡ 模块在两个数据集上 ｍＡＰ 分别提

升 ０．３％和 ０．２％， Ｒａｎｋ － １ 均提升 ０．２％，ｈＡＦＦ 模块

则使 ｍＡＰ 分别提升 ０．９％和 １．８％， Ｒａｎｋ － １ 分别提

升０．７％和 １．７％，两个模块共同作用时达到最好效

果， ｍＡＰ 分别为 ９１．５％和 ８３．５％， Ｒａｎｋ － １ 分别为

９６．３％和 ９２． ３％。 实验结果证明在绝大多数情况

下，３ 个模块及其分别组合均能带来较好的性能提

升。
表 １　 各模块消融实验结果

Ｔａｂｌｅ １　 Ｔｈｅ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｍｏｄｕｌｅｓ

网络结构
Ｍａｒｋｅｔ－１５０１

ｍＡＰ Ｒａｎｋ － １

ＤｕｋｅＭＴＭＣ－ｒｅＩＤ

ｍＡＰ Ｒａｎｋ － １

Ｂ ８６．４ ９４．１ ７６．５ ８７．０

Ｂ＋ＣＡ ８７．１ ９４．６ ７７．０ ８７．８

Ｂ＋ｈＡＦＦ ８６．６ ９４．５ ７６．９ ８７．７

Ｂ＋ｈＡＦＦ＋ＣＡ ８７．９ ９５．０ ７８．６ ８９．７

Ｂ＋ＰＲＥ ８９．８ ９５．２ ８０．６ ８９．８

Ｂ＋ＰＲＥ＋ＣＡ ９０．１ ９５．４ ８０．８ ９０．０

Ｂ＋ＰＲＥ＋ｈＡＦＦ ９１．０ ９６．１ ８２．６ ９１．７

Ｂ＋ＰＲＥ＋ｈＡＦＦ＋ＣＡ ９１．５ ９６．３ ８３．５ ９２．３

　 　 除了消融实验外，本文还在 Ｍａｒｋｅｔ－１５０１ 数据

集上对比了两种预训练情况下不同 ＣＡ 模块嵌入方

式的影响，结果见表 ２。 由表 ２ 数据可以看出，在未

引入预训练方法来激活网络初始权重时，在每个残

差块间均嵌入 ＣＡ 模块效果优于在输出层添加 ＣＡ
模块，而在引入预训练方法后，嵌入过多 ＣＡ 模块一

定程度破坏了预训练的结果，效果反而略逊于将其

添加至输出层。 因此最终本文将 ＣＡ 模块添加至骨

干网络最后一个残差块和池化层之间。
２．４　 网络总体性能对比

将本文方法的最优结果与其他方法的效果在数

据集 Ｍａｒｋｅｔ－１５０１ 和 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 上进行对比，
并附上对本文方法进行重排序（ ｒｅ－ｒａｎｋｉｎｇ）的最终

结果，见表 ３。 与经典的 ＰＣＢ＋ＲＰＰ 方法相比，本文

方法在数据集 Ｍａｒｋｅｔ－１５０１ 上 ｍＡＰ 和 Ｒａｎｋ － １ 上

分别提升了 ４．６％和 ２．５％，在 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 上分

别提 升 了 １３． ９％ 和 ９． ３％。 ＢｏＴ 方 法 是 基 于

ＲｅｓＮｅｔ５０ 并添加了许多训练技巧的基线方法，本文

在训练技巧上也做了适当参考，与其相比本文方法

在 Ｍａｒｋｅｔ － １５０１ 上 ｍＡＰ 和 Ｒａｎｋ － １ 分别提升了

５．６％和 １．８％，在 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 上 ｍＡＰ和Ｒａｎｋ －
１ 分别提升了 ６． ７％ 和 ６． ２％。 其他方法如 ＡＢＤ
（Ａｔｔｅｎｔｉｖｅ Ｂｕｔ Ｄｉｖｅｒｓｅ）、 ＭＧＮ 以及 ＳＣＲ （ Ｓｐａｔｉａｌ －
Ｃｈａｎｎｅｌ Ｒｅ－ｉｄｅｎｔｉｆｉｃａｔｉｏｎ）算法均采用多分支结构来

同时考虑全局和局部特征，本文方法在仅考虑全局

特征的 前 提 下， 与 上 述 多 分 支 方 法 以 及 ＬＤＳ
（Ｌｅａｒｎｉｎｇ ｔｏ Ｄｉｓｅｎｔａｎｇｌｅ Ｓｃｅｎｅｓ）、ＦｌｉｐＲｅＩＤ 等先进方

法相比仍可取得有竞争力的成果。
表 ２　 不同 ＣＡ 嵌入方式对网络性能的影响

Ｔａｂｌｅ ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ＣＡ ｅｍｂｅｄｄｉｎｇ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ
ｎｅｔｗｏｒｋ ｐｅｒｆｏｒｍａｎｃｅ

网络结构
Ｍａｒｋｅｔ－１５０１

ｍＡＰ Ｒａｎｋ － １

Ｂ ８６．４ ９４．１

Ｂ＋ａｌｌＣＡ ８７．６ ９４．８

Ｂ＋ｌａｓｔＣＡ ８７．１ ９４．６

Ｂ＋ＰＲＥ ８９．８ ９５．２

Ｂ＋ＰＲＥ＋ａｌｌＣＡ ９０．０ ９５．３

Ｂ＋ＰＲＥ＋ｌａｓｔＣＡ ９０．１ ９５．４

表 ３　 网络总体性能对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｓｔａｔｅ－ｏｆ－ｔｈｅ－ａｒｔｓ

方法
Ｍａｒｋｅｔ－１５０１

ｍＡＰ Ｒａｎｋ － １

ＤｕｋｅＭＴＭＣ－ｒｅＩＤ

ｍＡＰ Ｒａｎｋ － １

ＰＣＢ［４］ ７７．４ ９２．３ ６６．１ ８１．７

ＰＣＢ＋ＲＰＰ［４］ ８６．９ ９３．８ ６９．２ ８３．３

ＢｏＴ［６］ ８５．９ ９４．５ ７６．４ ８６．４

ＭＧＮ［５］ ８６．９ ９５．７ ７８．４ ８８．７

ＢＤＢ［１５］ ８６．７ ９５．３ ７８．６ ８９．０

ＡＢＤ［１６］ ８８．３ ９５．６ ７８．５ ８９．０

ＳＣＲ［１７］ ８９．０ ９５．７ ８１．４ ９１．１

ＦｌｉｐＲｅＩＤ［１８］ ８９．６ ９５．５ ８１．５ ９０．９

ＬＤＳ［１９］ ９０．４ ９５．８ ８２．５ ９１．５

本文方法 ９１．５ ９６．３ ８３．５ ９２．３

本文方法＋

ｒｅ－Ｒａｎｋｉｎｇ
９５．４ ９６．８ ９２．０ ９４．０

００１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



３　 结束语

本文设计了一种基于残差网络的行人重识别方

法，采用基于带噪声标签原始视频序列数据集进行

训练的方法对网络模型进行初始权重激活，优化网

络的收敛过程；引入注意力特征融合模块取代残差

网络中直接相加的残差跳接，提升网络的特征提取

能力，降低信息冗余；在网络中融入坐标注意力模

块，进一步强化所提取特征的判别性，整个网络不采

用多分支结构，仅考虑全局特征。 在行人重识别领

域最常用的两个数据集上的所有实验结果表明，本
文所设计的方法可提供有竞争力的精度。 下一步的

工作将在此基础上针对网络的泛化能力进行优化，
以提升跨域情况下的重识别性能。
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Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． ２０２１： ３５６０－３５６９．

［１３］ ＨＯＷＡＲＤ Ａ， ＳＡＮＤＬＥＲ Ｍ， ＣＨＵ Ｇ， ｅｔ ａｌ． Ｓｅａｒｃｈｉｎｇ ｆｏｒ
ｍｏｂｉｌｅｎｅｔｖ３ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ ｉｎｔｅｒｎａｔｉｏｎａｌ
ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ． ２０１９： １３１４－１３２４．

［１４ ］ ＲＡＭＡＣＨＡＮＤＲＡＮ Ｐ， ＺＯＰＨ Ｂ， ＬＥ Ｑ Ｖ． Ｓｅａｒｃｈｉｎｇ ｆｏｒ
ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎｓ［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１７１０．０５９４１， ２０１７．

［１５］ＤＡＩ Ｚ， ＣＨＥＮ Ｍ， ＧＵ Ｘ， ｅｔ ａｌ． Ｂａｔｃｈ ｄｒｏｐｂｌｏｃｋ ｎｅｔｗｏｒｋ ｆｏｒ
ｐｅｒｓｏｎ ｒｅ － ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ａｎｄ ｂｅｙｏｎｄ ［ Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
ＩＥＥＥ ／ ＣＶＦ ｉｎｔｅｒｎａｔｉｏｎａｌ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ． ２０１９：
３６９１－３７０１．

［１６］ＣＨＥＮ Ｔ， ＤＩＮＧ Ｓ， ＸＩＥ Ｊ， ｅｔ ａｌ． Ａｂｄ－ｎｅｔ： Ａｔｔｅｎｔｉｖｅ ｂｕｔ ｄｉｖｅｒｓｅ
ｐｅｒｓｏｎ ｒｅ － ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ
ｉｎｔｅｒｎａｔｉｏｎａｌ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ． ２０１９： ８３５１－８３６１．

［１７］ＣＨＥＮ Ｈ， ＬＡＧＡＤＥＣ Ｂ， ＢＲＥＭＯＮＤ Ｆ． Ｌｅａｒｎｉｎｇ ｄｉｓｃｒｉｍｉｎａｔｉｖｅ
ａｎｄ ｇｅｎｅｒａｌｉｚａｂｌｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｂｙ ｓｐａｔｉａｌ－ ｃｈａｎｎｅｌ ｐａｒｔｉｔｉｏｎ ｆｏｒ
ｐｅｒｓｏｎ ｒｅ － ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ
Ｗｉｎｔｅｒ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． ２０２０：
２４８３－２４９２．

［１８］ＮＩ Ｘ， ＲＡＨＴＵ Ｅ． Ｆｌｉｐｒｅｉｄ： ｃｌｏｓｉｎｇ ｔｈｅ ｇａｐ ｂｅｔｗｅｅｎ ｔｒａｉｎｉｎｇ ａｎｄ
ｉｎｆｅｒｅｎｃｅ ｉｎ ｐｅｒｓｏｎ ｒｅ － ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ［ Ｃ ］ ／ ／ ２０２１ ９ｔｈ Ｅｕｒｏｐｅａｎ
Ｗｏｒｋｓｈｏｐ ｏｎ Ｖｉｓｕａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ （ ＥＵＶＩＰ） ． ＩＥＥＥ，
２０２１： １－６．

［１９］ＺＡＮＧ Ｘ， ＬＩ Ｇ， ＧＡＯ Ｗ， ｅｔ ａｌ． Ｌｅａｒｎｉｎｇ ｔｏ ｄｉｓｅｎｔａｎｇｌｅ ｓｃｅｎｅｓ
ｆｏｒ ｐｅｒｓｏｎ ｒｅ － ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ［ Ｊ］ ． Ｉｍａｇｅ ａｎｄ Ｖｉｓｉｏｎ Ｃｏｍｐｕｔｉｎｇ，
２０２１， １１６： １０４３３０．

（上接第 ９４ 页）
［２８］ＧＡＯ Ｊ， ＨＵ Ｗ， ＣＨＥＮ Ｙ． Ｃｌｉｅｎｔ： ｃｒｏｓｓ－ｖａｒｉａｂｌｅ ｌｉｎｅａｒ ｉｎｔｅｇｒａｔｅｄ

ｅｎｈａｎｃｅｄ ｔｒａｎｓｆｏｒｍｅｒ ｆｏｒ ｍｕｌｔｉｖａｒｉａｔｅ ｌｏｎｇ － ｔｅｒｍ ｔｉｍｅ ｓｅｒｉｅｓ
ｆｏｒｅｃａｓｔｉｎｇ［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：２３０５．１８８３８， ２０２３．

［２９］ ＰＥＮＧ Ｙ， ＡＲＯＲＡ Ｓ， ＨＩＧＵＣＨＩ Ｙ， ｅｔ ａｌ． Ａ ｓｔｕｄｙ ｏｎ ｔｈｅ
ｉｎｔｅｇｒａｔｉｏｎ ｏｆ ｐｒｅｔｒａｉｎｅｄ ｓｓｌ， ａｓｒ， ｌｍ ａｎｄ ｓｌｕ ｍｏｄｅｌｓ ｆｏｒ ｓｐｏｋｅｎ

ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０２２ ＩＥＥＥ Ｓｐｏｋｅｎ
Ｌａｎｇｕａｇｅ Ｔｅｃｈｎｏｌｏｇｙ Ｗｏｒｋｓｈｏｐ （ＳＬＴ） ． ＩＥＥＥ， ２０２３： ４０６－４１３．

［３０］ＤＩＭＩＴＲＩＡＤＩＳ Ｔ， ＧＮＥＩＴＩＮＧ Ｔ， ＪＯＲＤＡＮ Ａ Ｉ， ｅｔ ａｌ． Ｅｖａｌｕａｔｉｎｇ
ｐｒｏｂａｂｉｌｉｓｔｉｃ ｃｌａｓｓｉｆｉｅｒｓ： Ｔｈｅ ｔｒｉｐｔｙｃｈ ［ Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：
２３０１．１０８０３， ２０２３．

１０１第 １ 期 南灏， 等： 基于视频预训练和注意力特征融合的行人重识别方法


