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一种结合 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的散斑图复原网络

沈丽华， 戚伯特， 杨　 旭， 陈瑞品

（ 浙江理工大学 理学院， 杭州 ３１００１８）

摘　 要： 近年来，深度学习已成功应用于计算成像领域，并取得了显著的成果。 目前，实现激光透过散射介质后的图像复原技

术成为热门的研究课题，本文提出了一种包含双编码器的深度学习网络模型 Ｔｒａｎｓ＿ＣＮＮ，从散斑图复原目标物图像，该网络

融合了来自 Ｔｒａｎｓｆｏｒｍｅｒ 编码器和卷积神经网络编码器的信息，并将融合的编码信息传递给解码器获得复原结果，从散斑图中

最大程度地学习全局特征和局部特征，从而更好地从散斑图复原出目标图像。 实验结果证明 Ｔｒａｎｓ＿ＣＮＮ 网络在复原散斑图

像方面具有更好的性能和复原图像质量较好。
关键词： 计算成像； 图像复原； Ｔｒａｎｓｆｏｒｍｅｒ； 卷积神经网络

Ｔｒａｎｓ＿ＣＮＮ：Ａ ｎｅｔｗｏｒｋ ｆｏｒ ｓｐｅｃｋｌｅ ｐａｔｔｅｒｎ ｒｅｓｔｏｒａｔｉｏｎ ｃｏｍｂｉｎｉｎｇ
Ｔｒａｎｓｆｏｒｍｅｒ ａｎｄ ＣＮＮ

ＳＨＥＮ Ｌｉｈｕａ， ＱＩ Ｂｏｔｅ， ＹＡＮＧ Ｘｕ， ＣＨＥＮ Ｒｕｉｐｉｎ

（Ｓｃｈｏｏｌ ｏｆ Ｓｃｉｅｎｃｅ， Ｚｈｅｊｉａｎｇ Ｓｃｉ－Ｔｅｃｈ Ｕｎｉｖｅｒｓｉｔｙ， Ｈａｎｇｚｈｏｕ ３１００１８， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｉｎ ｒｅｃｅｎｔ ｙｅａｒｓ， ｄｅｅｐ ｌｅａｒｎｉｎｇ ｈａｓ ｂｅｅｎ ｓｕｃｃｅｓｓｆｕｌｌｙ ａｐｐｌｉｅｄ ｔｏ ｃｏｍｐｕｔａｔｉｏｎａｌ ｉｍａｇｉｎｇ， ａｎｄ ｈａｓ ａｃｈｉｅｖｅｄ ｒｅｍａｒｋａｂｌｅ
ｒｅｓｕｌｔｓ． Ａｔ ｐｒｅｓｅｎｔ， ｉｍａｇｅ ｒｅｓｔｏｒａｔｉｏｎ ａｆｔｅｒ ｐａｓｓｉｎｇ ｔｈｒｏｕｇｈ ｓｃａｔｔｅｒｉｎｇ ｍｅｄｉａ ｈａｓ ｂｅｃｏｍｅ ａ ｈｏｔ ｒｅｓｅａｒｃｈ ｔｏｐｉｃ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ａ ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｎｅｔｗｏｒｋ ｍｏｄｅｌ Ｔｒａｎｓ＿ ＣＮＮ ｗｉｔｈ ｄｕａｌ ｅｎｃｏｄｅｒｓ ｉｓ ｐｒｏｐｏｓｅｄ ｔｏ ｒｅｃｏｎｓｔｒｕｃｔ ｔｈｅ ｔａｒｇｅｔ ｉｍａｇｅｓ ｆｒｏｍ ｔｈｅ ｓｐｅｃｋｌｅ ｐａｔｔｅｒｎｓ． Ｔｈｅ
ｎｅｔｗｏｒｋ ｃｏｍｂｉｎｅｓ ｔｈｅ ｉｎｆｏｒｍａｔｉｏｎ ｆｒｏｍ ｔｈｅ Ｔｒａｎｓｆｏｒｍｅｒ ｅｎｃｏｄｅｒ ａｎｄ ｔｈｅ ＣＮＮ ｅｎｃｏｄｅｒ， ａｎｄ ｔｒａｎｓｍｉｔｓ ｔｈｅ ｅｎｃｏｄｅｄ ｉｎｆｏｒｍａｔｉｏｎ ｔｏ ｔｈｅ
ｄｅｃｏｄｅｒ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｒｅｓｔｏｒａｔｉｏｎ ｒｅｓｕｌｔ． Ｔｈｅ ｐｕｒｐｏｓｅ ｉｓ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｃｏｎｔｅｘｔ ｉｎｆｏｒｍａｔｉｏｎ ｆｒｏｍ ｔｈｅ ｓｐｅｃｋｌｅ ｐａｔｔｅｒｎ ｂｙ ｃｏｍｂｉｎｉｎｇ ｔｈｅ
ｇｌｏｂａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｗｉｔｈ ｔｈｅ ｌｏｃａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ， ｉｍｐｒｏｖｅ ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｔｈｅ ｔａｒｇｅｔ ｉｍａｇｅ ｆｒｏｍ ｔｈｅ ｓｐｅｃｋｌｅ ｐａｔｔｅｒｎ． Ｔｈｅ
ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｃｏｎｆｉｒｍ ｔｈａｔ Ｔｒａｎｓ＿ ＣＮＮ ｎｅｔｗｏｒｋ ｈａｓ ｂｅｔｔｅｒ ｐｅｒｆｏｒｍａｎｃｅ ｆｏｒ ｔｈｅ ｉｍａｇｅ ｒｅｓｔｏｒａｔｉｏｎ ｆｒｏｍ ｓｐｅｃｋｌｅ．
Ｋｅｙ ｗｏｒｄｓ： ｃｏｍｐｕｔａｔｉｏｎａｌ ｉｍａｇｉｎｇ； ｉｍａｇｅ ｒｅｓｔｏｒａｔｉｏｎ； ｔｒａｎｓｆｏｒｍｅｒ； ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

�哈尔滨工业大学主办 专题设计与应用

基金项目： 浙江省重点研发项目（２０２２Ｃ０４００７）； 国家自然科学基金面上项目（１１８７４３２３）。

作者简介： 沈丽华（１９９７－），女，硕士研究生，主要研究方向：深度学习、计算成像； 戚伯特（１９９８－），男，硕士研究生，主要研究方向：计算成像；

杨　 旭（１９８８－）， 男，博士，副教授，主要研究方向：计算成像。

通讯作者： 陈瑞品（１９７０－）：男，博士，教授，主要研究方向：计算成像、光场调控。 Ｅｍａｉｌ：ｃｈｅｎｒｐ＠ ｚｓｔｕ．ｅｄｕ．ｃｎ

收稿日期： ２０２２－１２－２９

０　 引　 言

光透过不均匀散射介质时，无法清晰成像，例如

在浑浊水下、雨天、雾天无法看清目标物，因此透过

散射介质实现清晰成像是需要解决的问题［１］。 近

十几年来，国内外的研究者相继提出了实现透过散

射介质进行图像复原的方法。 传统的实现散射图像

复原技术主要基于物理方法实现，包括波前整形技

术、光学相位共轭、光学传输矩阵等技术，但是这些

技术存在计算量大、移值性差、恢复性差等缺点。 为

了克服这些缺点，引入深度学习方法来解决散斑图

像复原问题。
随着计算机技术的快速发展，深度学习依托其

强大的数据挖掘能力在计算机视觉、自动驾驶汽车

和自然语言处理等领域有广泛的应用前景，特别是

在图像分割领域取得了巨大进展［２］。 散斑图像复

原问题与图像分割问题相似，神经网络通过对散斑

图像每个像素点赋予类别从而复原散斑图。 ２０１５
年，Ａｎｄｏ 等［３］通过使用支持向量机（ＳＶＭ）成功对收

集到的包含人脸和非人脸的散斑图进行训练和分

类；２０１８ 年，Ｌｉ 等［４］ 提出 ＩＤｉｆｆＮｅｔ 网络，实现从散斑

图复原出原始图像，并引入负皮尔逊相关系数

（ＮＰＣＣ）作为损失函数，实验证明该损失函数对于

稀疏图像复原效果更好；２０２１ 年，Ｌａｉ 等［５］ 提出生成

式对抗网络，通过强散射介质实现对位于相邻层中

的两个不同对象的同时成像。



以往利用深度学习散射成像的方法主要依靠卷

积神经网络（ＣＮＮ）进行散斑图像复原。 ＣＮＮ 性能

卓越，具有十分出众的特征提取能力，但也存在一些

局限性，如具有局部感受野，因而很难感知全局信

息。 Ｔｒａｎｓｆｏｒｍｅｒ 模型通过自注意力机制能捕获全局

信息，能弥补卷积神经网络对全局信息感知不足的

缺 点。 ２０２０ 年， Ｄｏｓｏｖｉｔｓｋｉｙ 等［６］ 提 出 了 Ｖｉｓｉｏｎ
Ｔｒａｎｓｆｏｒｍｅｒ（ＶｉＴ）模型，在 Ｔｒａｎｓｆｏｒｍｅｒ 基础上进行改

进，将图像分割成多个切片，并将这些切片作为线性

嵌入序列输入到 Ｔｒａｎｓｆｏｒｍｅｒ 中训练，捕获输入图像

中的长距离相关性，从而扩大图像感受野，获得更多

的全局上下文信息。 目前 ＶｉＴ 已经在图像分类、语
义分割等领域取得了较好的效果，许多工作提出了

将 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 相结合构成网络模型，使网络

模型能保留全局和局部特征信息，一些领域取得了

不错的成就［７］。
本文 基 于 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的 优 点， 将

Ｔｒａｎｓｆｏｒｍｅｒ 与 ＣＮＮ 相结合用于实现散斑图复原，设
计了一种深度学习网络模型 Ｔｒａｎｓ＿ＣＮＮ，该模型包

含双编码器，即基于 Ｔｒａｎｓｆｏｒｍｅｒ 的编码器和基于

ＣＮＮ 的编码器， 将 ＣＮＮ 提取到的局部特征和

Ｔｒａｎｓｆｏｒｍｅｒ 提取到的全局特征相结合，将成对的散

斑图和目标图放入网络中训练学习，实现从散斑图

复原出高质量图像。 实验结果表明，Ｔｒａｎｓ＿ＣＮＮ 网

络模型能有效地复原散斑图像，复原效果较好。

１　 Ｔｒａｎｓ＿ＣＮＮ 网络模型

以往使用深度学习网络模型实现散射成像的方

法主要依靠 ＣＮＮ 实现，存在一定局限性，很难感知

全局信息。 Ｔｒａｎｓｆｏｒｍｅｒ 在处理全局信息交互方面具

有出色的性能。 本文基于 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的特

点，将 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 相结合，构成新的网络模

型 Ｔｒａｎｓ＿ＣＮＮ 用于实现散斑图复原，搭建的 Ｔｒａｎｓ＿
ＣＮＮ 网络模型如图 １ 所示，网络的输入为采集到的

散斑图，输入图片大小为 ２５６×２５６。 散斑图输入到

网络后，分别进入到两个编码路径中提取信息，分别

为 ＣＮＮ 编码路径和 Ｔｒａｎｓｆｏｒｍｅｒ 编码路径，大小为

ｘ ∈ ＲＨ×Ｗ×Ｃ，Ｈ、Ｗ 和 Ｃ 分别表示图片长、 宽和通道

数。 在 ＣＮＮ 网络编码路径中，通过卷积和下采样操

作编码信息，该路径由 ＣＮＮ 网络的编码器组成，包
含 ４ 个子模块，每个子模块包含 ２ 个 ３×３ 卷积、Ｒｅｌｕ
激活函数和 ２×２ 的最大池化层。 在 Ｔｒａｎｓｆｏｒｍｅｒ 编

码路径中，将输入大小为 ｘ ∈ ＲＨ×Ｗ×Ｃ 的散斑图像分

成维度为 Ｐ × Ｐ 的 Ｎ 个 ｐａｔｃｈ，即 ｘｐ ∈ Ｒ（Ｎ×（Ｐ２·Ｃ））。
为了保持位置信息，将这些 ｐａｔｃｈ 投影到一个 Ｋ 维

的嵌入空间中，并添加一个用于 ｐａｔｃｈ 嵌入的位置

嵌入 Ｗｐｏｓ 以保留每个 ｐａｔｃｈ 的空间信息，ｐａｔｃｈ 嵌入

的位置，式（１）：
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图 １　 Ｔｒａｎｓ＿ＣＮＮ 网络模型

Ｆｉｇ． １　 Ｔｈｅ ｍｏｄｅｌ ｏｆ Ｔｒａｎｓ＿ＣＮＮ

ｔ０ ＝ ［ｘ１
ｐＷ；ｘ２

ｐＷ；…；ｘＮ
ｐ Ｗ］ ＋ Ｗｐｏｓ （１）

　 　 其中， Ｗ ∈ Ｒ（Ｎ×（Ｐ２·Ｃ）） 表示 ｐａｔｃｈ 的投影嵌入。
使用包含多头自注意 （ＭＳＡ） 和多层感知器

（ＭＬＰ）的 Ｔｒａｎｓｆｏｒｍｅｒ 模块来学习全局上下文表示。
ＭＳＡ 层由 Ｍ 个平行的自注意头部组成，以缩放嵌入

的 ｐａｔｃｈ，ＭＬＰ 模块则学习长距离上下文依赖性。
ＭＳＡ 和 ＭＬＰ 的公式表示为式（２）和式（３）， ｔ′ｉ 和 ｔｉ

为 Ｔｒａｎｓｆｏｒｍｅｒ 编码第 ｉ 层的 ＭＳＡ 和 ＭＬＰ 的输出表

示。
ｔ′ｉ ＝ ＭＳＡ（Ｎｏｒｍ（ ｔｉ －１）） ＋ ｔｉ －１ （２）
ｔｉ ＝ ＭＬＰ（Ｎｏｒｍ（ ｔ′ｉ）） ＋ ｔ′ｉ （３）

　 　 其中， Ｎｏｒｍ（） 表示层归一化。
两个编码路径后， ＣＮＮ 的编码信息与来自

Ｔｒａｎｓｆｏｒｍｅｒ 编码后的信息通过加法路径相加融合进
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入解码器。 解码器由 ４ 个子模块组成，每个子模块

包含 ２×２ 反卷积、２ 个 ３×３ 卷积和 Ｒｅｌｕ 激活函数，
进行特征上采样，将特征解码为高分辨率图像。
　 　 在网络训练过程中，损失函数的变化情况可以

反映目标图像的复原效果。 本文选用负皮尔逊相关

系数 （ＮＰＣＣ） 作为损失函数来观察散斑图像复原

效果，式（４）：
ＬｏｓｓＮＰＣＣ ＝ １ －

１ × ∑
Ｍ

ｉ ＝１
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－
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Ｎ
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（Ｎ（ｉ， ｊ） － Ｎ

－
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（４）
其中， Ｍ（ ｉ，ｊ） 表示网络复原的图像；Ｎ（ ｉ，ｊ） 表

示原始目标；Ｍ
－
和 Ｎ

－
表示网络复原的图像和原始目

标的均值。

２　 实验结果及分析

２．１　 数据集采集与预处理

本实验选取了１０ ０００张各不相同的 ＭＮＩＳＴ 手

写数字图用于采集散斑图。 将 ＭＮＩＳＴ 手写数据图

上采样到 １ ０２４ × １ ０２４ 后显示在空间光调制器

（ＳＬＭ）上，由激光器先后通过两个透镜照射到 ＳＬＭ
上，携带了物体信息的 ＳＬＭ 出射光通过散射介质并

由 ＣＭＯＳ 相机采集散斑图像。 实验中 ＳＬＭ 和 ＣＭＯＳ
相机被连接到同一台电脑上，并通过 Ｍａｔｌａｂ 程序同

时控制连续拍照收集散斑图像。
收集的１０ ０００组数据集，其中 ８ ０００ 组作为训练

集，１ ０００ 组作为验证集，１ ０００ 组作为测试集。 采集

到的散斑图大小为 ２ ０４８×１ ５３６，截取 １ ６００×１ ０００
大小中心方形区域以保留有用的散斑信息，并更改

大小为 ２５６×２５６ 作为网络模型的输入图像。 原始

的数字图像大小为 ２８×２８，将其上采样到 ２５６×２５６
作为数据集的标签图。
２．２　 实验结果

在深度学习框架 ＰｙＴｏｒｃｈ 基础上进行模型的搭

建和训练，在 ＲＴＸ ３０９０Ｔｉ 上完成实验模型的训练。
将训练集送到 Ｔｒａｎｓ＿ＣＮＮ 中训练 ２０ 次，网络训练后

测试集上的复原图如图 ２ 所示，可以看出复原出的

图像与原始图像基本类似，即图像复原质量较高。
　 　 将 Ｔｒａｎｓ＿ＣＮＮ 中的 Ｔｒａｎｓｆｏｒｍｅｒ 编码路径替换

成 ＣＮＮ 编码路径构成新的网络模型 ＣＮＮ＿ＣＮＮ，并
将同样的数据集放在该模型中训练，并与 Ｔｒａｎｓ ＿

ＣＮＮ 训练结果进行对比，对比结果如图 ３ 所示，可
以看出两种网络模型均能实现散斑图的复原，但
Ｔｒａｎｓ＿ＣＮＮ 网络训练后复原的图像质量更高，图像

细节部分恢复得更好。

目标图像

散斑图像

复原图像

图 ２　 通过 Ｔｒａｎｓ＿ＣＮＮ 训练后的复原图

Ｆｉｇ． ２　 Ｒｅｃｏｖｅｒｅｄ ｉｍａｇｅ ａｆｔｅｒ ｔｈｅ ｔｒａｉｎｉｎｇ ｏｆ Ｔｒａｎｓ＿ＣＮＮ

散斑图像 目标图像 Ttrans_CNN CNN_CNN

图 ３　 通过 Ｔｒａｎｓ＿ＣＮＮ 和 ＣＮＮ＿ＣＮＮ 网络复原的结果图对比

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｒｅｓｔｏｒｅｄ ｉｍａｇｅｓ ｗｉｔｈ ｔｈｅ Ｔｒａｎｓ＿ＣＮＮ ａｎｄ
ｔｈｅ ＣＮＮ＿ＣＮＮ

２．３　 评估分析

网络训练期间和验证期间的损失曲线图如图 ４
所示，可见 Ｔｒａｎｓ＿ＣＮＮ 网络在前 ３ 轮训练过程中损

失值急速下降并趋于稳定，而 ＣＮＮ＿ＣＮＮ 通过前 １０
轮训练损失值才下降到一定程度并趋于稳定。 相比

之下，整个训练过程中 Ｔｒａｎｓ＿ＣＮＮ 网络的训练集损

失值和验证集损失值都更低，且收敛速度更快，说明

Ｔｒａｎｓ＿ＣＮＮ 在散斑图像复原方面具有更大优势。
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图 ４　 网络训练和验证期间的损失曲线图
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　 　 此外，为了评估比较两种网络对光散斑图像的

复原效果，使用峰值信噪比 （ Ｐｅａｋ Ｓｉｇｎａｌ ｔｏ Ｎｏｉｓｅ
Ｒａｔｉｏ， ＰＳＮＲ） 和结构相似性（ Ｓｔｒｕｃｔｕｒａｌ Ｓｉｍｉｌａｒｉｔｙ，
ＳＳＩＭ） 对网络复原效果进行量化。

ＰＳＮＲ 的表达式（５）：

ＰＳＮＲ ＝ １０ × ｌｇ（ ２５５２

１
ＷＨ∑

Ｗ

ｉ ＝１
∑

Ｈ

ｊ ＝１
（Ｍ（ｉ，ｊ） － Ｎ（ｉ，ｊ））２

） （５）

其中， Ｗ 和 Ｈ 分别表示网络输出图像的宽度和

高度；Ｍ 是原始目标图像；Ｎ 是网络重建的图像。
ＳＳＩＭ 的表达式（６）：

ＳＳＩＭ（ｘ，ｙ） ＝
（２ μｘ μｙ ＋ Ｃ１）（２ σｘｙ ＋ Ｃ２）

（μ２
ｘ ＋ μ２

ｙ ＋ Ｃ１）（σ２
ｘ ＋ σ２

ｙ ＋ Ｃ２）
（６）

其中， μｘ 、μｙ 分别表示图像 ｘ和 ｙ的平均像素强

度；σｘ、σｙ 分别表示图像 ｘ 和 ｙ 的标准差；σｘｙ 是图像

ｘ 和 ｙ 的协方差；Ｃ１ 和Ｃ２ 为常数。
　 　 分别计算出两种网络的测试集复原图像与目标

图案平均 ＰＳＮＲ 和平均 ＳＳＩＭ， 结果见表 １。 可以看

出，Ｔｒａｎｓ＿ＣＮＮ 网络复原的图像 ＰＳＮＲ 和 ＳＳＩＭ 均更

高于 ＣＮＮ＿ＣＮＮ，表明 Ｔｒａｎｓ＿ＣＮＮ 对于散斑图的图

像复原效果要优于 ＣＮＮ＿ＣＮＮ。
表 １　 两种网络复原图像的峰值信噪比 （ ＰＳＮＲ）和结构相似性

（ＳＳＩＭ）的对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＰＳＮＲ ａｎｄ ＳＳＩＭ ｏｆ ｒｅｓｔｏｒｅｄ ｉｍａｇｅｓ ｂｙ ｔｗｏ
ｎｅｔｗｏｒｋｓ

网络 峰值信噪比 （ＰＳＮＲ） 结构相似性（ＳＳＩＭ）

Ｔｒａｎｓ＿ＣＮＮ ２９．８３ ０．７１

ＣＮＮ＿ＣＮＮ ２２．２５ ０．５７

３　 结束语

ＣＮＮ 存在局部感受野对全局信息感知不足，而

Ｔｒａｎｓｆｏｒｍｅｒ 能弥补这种不足，本文提出了一种深度

网 络 模 型 Ｔｒａｎｓ ＿ ＣＮＮ 来 复 原 散 斑 图 像。 将

Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 两个编码器相结合构成双编码

器；将两条编码路径提取到的信息通过加法路径相

加融合，并将融合后的信息通过解码路径复原出目

标图像。 实验结果表明，Ｔｒａｎｓ＿ＣＮＮ 网络模型能结

合 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的优点，最大程度地学习图像

的全局特征和局部特征，恢复出的图像质量更高，对
于图像细节信息的恢复能力更好。
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情况的变动，对身份认证模型进行定期的调整，更好

地完成多特征融合身份标识认证模型的构建。 实验

证明，该模型认证识别率可以达到 ９０％以上，身份

认证准确度较高。
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