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融入驾驶员感知模型的智能车辆左转决策研究

邱思远， 王孝兰， 张伟伟

（上海工程技术大学 机械与汽车工程学院， 上海 ２０１６２０）

摘　 要： 智能车辆左转是最为复杂的驾驶任务之一，现有的基于强化学习的智能车辆左转决策模型，将上流感知模块的输出直

接作为左转决策算法的状态空间，与人类驾驶员相比缺乏对感知信息的筛选和推理，使得决策算法很难收敛到一个较优的决策

策略。 本文通过对驾驶员感兴趣区域建模，将其融入基于近端策略优化（ＰＰＯ）强化学习的决策算法中，过滤掉冗余的感知信息，
使智能车辆关注对决策有用的信息区域；为了充分考虑周边车辆的交互关系，将注意力机制加入基于 ＰＰＯ 的强化学习决策算法

中；从智能车辆的安全、高效和舒适的 ３ 个方面设计奖励函数，以引导智能车辆的学习方向。 实验结果表明，融入驾驶员感兴趣

区域模型和注意力机制的决策框架优于其他的基线框架，收敛速度更快，提高了智能车辆决策的安全性和通行效率。
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０　 引　 言

在城市交叉路段，无保护左转的智能车辆与周

边其他交通参与者存在不可避免的冲突，既要考虑

安全通行，又要保证通行效率。 智能车辆无保护安

全左转是实现无人驾驶的关键之一，无人驾驶行为

决策方法目前主要分为基于规则的决策方法与基于

学习的决策方法。
基于规则的决策方法是根据行驶场景、交通法

规和驾驶经验，人工建立驾驶行为规则库，依据驾驶

场景确定智能车辆的驾驶行为。 Ｍｏｎｔｅｍｅｒｌｏ 等［１］采

用有限状态机（ＦＳＭ）作为 Ｊｕｎｉｏｒ 智能车辆的行为决

策模型，根据驾驶场景人工建模驾驶行为规则，用于

指导不同驾驶状态之间切换；Ｆｕｒｄａ 等［２］ 将 ＦＳＭ 与

多标准的驾驶决策相结合，从一组可行的驾驶策略

中选择最优的驾驶策略。 中国科学技术大学杜明博

等［３］研发的“智能先锋Ⅱ”，使用有限状态机切换不

同的驾驶场景，再使用 ＩＤ３ （ Ｉｔｅｒａｔｉｖｅ Ｄｉｃｈｏｔｏｍｉｓｅｒ



３）决策树进行行为决策。 基于规则的智能车辆行

为规划是确定的，但智能车辆无保护左转遇到的交

通情况是复杂多变的，很难建立一个能够包含所有

状况的规则库［４］。
为了克服基于规则的决策模型的限制，研究人员

开始使用基于学习的方法进行自动驾驶决策，主要分

为模仿学习（ＩＬ）和强化学习（ＲＬ）两大类。 ＩＬ 通过监

督学习的方式从专家演示中学习驾驶策略，将传感器

观测值映射到控制命令［５］；Ｙａｎｇ 等［６］ 提出了一个多

任务学习框架，以端到端的方式同时对转向角和速度

进行控制。 ＩＬ 以端到端的方式学习专家数据，已取得

初步成功，但其性能受限于训练数据。 相比之下，ＲＬ
通过与环境交互获取奖励来更新策略，不需要人工标

注的数据集。 Ｋｅｎｄａｌｌ 等［７］通过深度强化学习实现自

动驾驶，减少对传统规则和地图的依赖；Ｈｏｅｌ 等［８］ 提

出了一种基于强化学习的决策模型，用于高速公路车

辆的变道和速度规划；Ｉｓｅｌｅ 等［９］ 使用基于深度强化

学习的驾驶策略应对无信号灯的交叉路口；Ｔｒａｍ
等［１０］通过将强化学习和模型预测控制 ＭＰＣ 相结合来

学习如何在十字路口进行决策。 但现有基于强化学习

的智能车辆决策模型，往往是直接将上流感知模块的

输出作为强化学习的状态空间，缺乏人类驾驶员主观

的观察和推理，使得状态空间中包括了许多冗余的信

息，训练时很难快速收敛到一个最优的行为决策模型。
本文对驾驶员感兴趣区域建模，并将其融入基

于强化学习的行为决策模型中，来对感知模块输入

的信息进行筛选，降低强化学习环境的状态空间维

度。 为了充分考虑周边车辆的交互关系，将注意力

机制加入强化学习的特征提取网络中，让智能车辆

对决策有利的信息给予更高关注度。

１　 驾驶员感兴趣区域建模

本文研究十字路口智能车辆的左转驾驶任务，
在考虑智能车辆与周围交通参与者之间潜在碰撞风

险的基础上，对驾驶员感兴趣区域进行建模。 因为

行人的运动空间相对较小，所以重点考虑了自车与

周围车辆之间的碰撞风险，而未涵盖行人等其他行

为参与者。 同时为了方便驾驶员感兴趣区域建模，
假设所有车辆都是沿固定轨迹行驶的，周边车辆都

是以 ９ ｍ ／ ｓ 的速度匀速行驶，受 Ｋｏｌｅｋａｒ［１１］中风险域

的启发，在风险域的基础上对驾驶员感兴趣区域建

模。 首先对沿固定跟踪轨迹的车辆风险域进行建

模，进而对车辆碰撞风险建模；计算自车与周边车辆

的潜在冲突点处的风险场强度，通过设定车辆碰撞

概率阈值；计算可能与自车发生碰撞的车辆边界位

置，把车辆碰撞边界作为自车的感兴趣区域边界。
１．１　 车辆风险域建模

本文研究的驾驶场景为无交通信号的十字路

口，研究车辆在该场景下的左转驾驶任务，以车辆质

心为原点，沿跟踪轨迹建立 Ｆｒｅｎｅｔ 坐标系，考虑车辆

速度和加速度对车辆风险强度影响，建立沿跟踪轨

迹变化的车辆风险域函数，可表示为式（１）：
ｒ（ ｓτ，ｄη） ＝ ｒｃ·ｒｌ， ｓτ∈（０，ｋ１ｖ） （１）

　 　 其中， ｒ 为任意位置风险域强度； ｓτ 为纵向坐标

点； ｄη 为横向坐标点； ａ 为车辆加速度； ｖ 为车辆速度。
ｒｃ 为纵向风险域强度， ｒｌ 为横向风险域强度，可

表示为式（２）和式（３）：
ｒｃ ＝ （α ＋ １）（ ｓτ － ｋ１ｖ） ２ （２）

ｒｌ ＝ ｅ －ｋ２ｄ２η （３）
　 　 其中， ｋ１，ｋ２ 为参数。

建立的车辆沿跟踪轨迹的风险域如图 １ 所示。

强度
高

低
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图 １　 车辆沿跟踪轨迹的风险域

Ｆｉｇ． １　 Ｒｉｓｋ ｄｏｍａｉｎ ｏｆ ｔｈｅ ｖｅｈｉｃｌｅ ａｌｏｎｇ ｔｈｅ ｔｒａｃｋｉｎｇ ｔｒａｊｅｃｔｏｒｙ

１．２　 车辆碰撞风险建模

本文在风险域的基础上根据两辆车辆分别在冲

突点处产生的风险强度的关系，来评估两辆车辆碰

撞的风险，即车辆之间的风险强度越近，发生碰撞的

概率就越大。 如图 ２ 所示的自车与车辆 Ｃ 的风险

强度更近，与车辆 Ａ、Ｂ 相差较大，所以自车与 Ｃ 发

生碰撞的可能性更大。

冲突点A
冲突点B
冲突点C

车辆A

车辆B 车辆C

自车

图 ２　 车辆碰撞风险图
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　 　 本文通过两个车辆在冲突点处产生的风险强度

之差 Δｒ， 对两辆车辆的碰撞风险 ｐｃ 进行建模，如式

（４） 所示：

ｐｃ ＝
１
２π

ｅ（ －
（Δｒ）２

２ ） （４）

１．３　 驾驶员感兴趣区域边界

自车左转时与左边路口、右边路口和对象路口来

车存在潜在的冲突点，冲突点的个数与自车在路口的

位置相关。 自车左转时与左边路口来车的潜在冲突

点有两处，一处是左边路口车辆直行与自车产生的碰

撞冲突；另一处是左边路口车辆左转与自车产生的碰

撞冲突。 同理可知其他路口来车与自车的冲突点，各
车道车辆与自车产生的冲突点如图 ３ 所示。

上边车辆

右边车辆左边车辆

自车

图 ３　 自车与周边车辆的冲突点

Ｆｉｇ． ３ 　 Ｔｈｅ ｐｏｉｎｔ ｏｆ ｃｏｎｆｌｉｃｔ ｂｅｔｗｅｅｎ ｅｇｏ ａｎｄ ｔｈｅ ｓｕｒｒｏｕｎｄｉｎｇ
ｖｅｈｉｃｌｅｓ

　 　 本文假设周边车辆都是沿固定轨迹做匀速行

驶，并根据交通法规假设行驶速度为 ９ ｍ ／ ｓ，选取相

对较大的速度，以确保驾驶员感兴趣区域边界有一

定的感知冗余空间，同时假设周边车辆和自车的跟

踪轨迹方程由直线和圆弧组成分段函数 ｔｒ（ｘ）， 这

些假设使得周边车辆产生沿着车辆跟踪轨迹的固定

风险域，相反自车的风险域是随自身运动状态动态

变化的。
在已知自车位置、运动状态、跟踪轨迹时，就可

得到当前时刻自车的风险域。 获取冲突点位置

Ｃ ｉ（ｘ，ｙ），ｉ 为冲突点的数目，根据式（５）将冲突点坐

标转换为自车 Ｆｒｅｎｅｔ 坐标系的坐标点 Ｃ
－

ｉ（ ｓ，０）， 将

Ｃ
－

ｉ 代人式（１）可得冲突点在自车的风险域中的风险

强度 ｒｉ（ ｓ，０）。 根据设定的碰撞阈值 ｐｃ 和式（４）、式
（６），计算不同路口沿不同跟踪轨迹的周边车辆与

自车冲突的边界风险强度 ｒｂｉ ； 根据周边车辆的风险

域和轨迹方程，计算不同路口周边车辆到冲突点处

的边界轨迹长度，由式（５）和轨迹函数 ｔｒ（ｘ） 将其转

换为路口中心坐标系下的边界点 ｂｉ（ｘ，ｙ）。

ｓ ＝ ∫ｘｃ
ｘｖ

１ ＋ ｔｒ′（ｘ） ｄｘ （５）

ｒｂｉ ＝ ｒｉ ＋ Δｒ （６）
　 　 从路口各个边界点中选取驾驶员感兴趣区域边

界点，通过建立自车的车身坐标系，取边界点到 ｙ 轴

最远的点为左右边界点，并与默认值 ６ 相比，取最大

值；同理取边界点中到 ｘ 轴最远的点为上边界点，与
默认值 ２０ 相比，取最大值；最终确定感兴趣区域 ３
个方向的边界点 ｂｒ，ｂｌ，ｂｕｐ， 如图 ４ 所示。

上边界点

右边界点左边界点

O x

brbl

bup

图 ４　 感知边界点

Ｆｉｇ． ４　 Ｓｅｎｓｅ ｂｏｕｎｄａｒｙ ｐｏｉｎｔｓ

１．４　 驾驶员感兴趣区域

本文在自车的车身坐标系下对驾驶员感兴趣区

域（Ｄｒｉｖｅｒ Ｓｅｎｓｅ Ｉｎｔｅｒｅｓｔ Ｆｉｅｌｄ －ＤＳＩＦ）进行建模，选
取二次多项式作为驾驶员感兴趣区域的上边界、左
边界和右边界函数，如式 （７）所示，其中左右边界函

数关于 ｙ 轴对称， ａ１，ａ２，ｂ，ｃ１，ｃ２ 为参数， ｙｉ 为上边

界函数与左右边界函数交点的 ｙ 值， ｘｂ
ｌ ，ｘｂ

ｒ 为左右边

界点的 ｘ 值。 本文根据风险域函数、车辆尺寸结构

和驾驶场景的特点对参数进行了简化， ｂ 设为 ６， ｃ２
设为 ３。 通过左右感知边界点可以得到参数 ａ２， 再

根据上边界点和左右边界函数可以求解 ａ１ 和 ｃ１。
这些参数是由自车的位置、速度和加速度决定的，驾
驶员感兴趣区域边界与自车的运动状态相关，如图

５ 所示。

图 ５　 驾驶员感兴趣区域

Ｆｉｇ． ５　 Ｔｈｅ ｄｒｉｖｅｒ′ｓ ａｒｅａ ｏｆ ｉｎｔｅｒｅｓｔ
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ｙｕ ＝ ａ１ｘ２ ＋ ｃ１，　 　 　 　 ｘ ∈ （ｘｂ

ｌ ，ｘｂ
ｒ ）

ｘｒ ＝ ａ２（ｙ － ｂ）２ ＋ ｃ２，　 ｙ ∈ （ － ５，ｙｉ）
ｘｌ ＝ － ａ２（ｙ － ｂ）２ － ｃ２，　 ｙ ∈ （ － ５，ｙｉ）

ì

î

í

ï
ï

ï
ï

（７）

２　 基于 ＰＰＯ 强化学习的智能车辆左转决策

框架

　 　 本文使用 ＰＰＯ 强化学习算法构建智能车辆的

左转决策框架，如图 ６ 所示。 将驾驶员感兴趣区域

模型融入基于 ＰＰＯ 强化学习算法的智能车辆左转

模型中，减少无关信息对车辆决策的影响。 同时，为
了充分考虑周边车辆的交互关系，本文用基于注意

力机制的策略网络和价值网络对周边车辆的信息进

行提取。

注意力模块 多层感知机

自车跟踪轨迹驾驶员感知

多层感知机
状态提取层

动作
价值

目标动作

驾驶员感兴趣区域

状态更新

非冲突车辆
冲突车辆
自车

环境

ActorCritic
目标动作

Ssc
t Str

图 ６　 智能车辆的左转决策框架

Ｆｉｇ． ６　 Ｌｅｆｔ－ｔｕｒｎ ｄｅｃｉｓｉｏｎ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｓｍａｒｔ ｖｅｈｉｃｌｅｓ

２．１　 ＰＰＯ 算法介绍

近端 策 略 优 化 算 法 ＰＰＯ （ Ｐｒｏｘｉｍａｌ Ｐｏｌｉｃｙ
Ｏｐｔｉｍｉｚａｔｉｏｎ）是基于 Ａｃｔｏｒ－Ｃｒｉｔｉｃ 框架的强化学习算

法，相比信赖域策略优化算法（ＴＲＰＯ）更加易于实

现，对超参数不敏感，对连续和离散控制问题都有很

好的性能表现。 ＰＰＯ 算法有 ＰＰＯ－Ｐｅｎａｌｔｙ 和 ＰＰＯ－
Ｃｌｉｐ 两种实现方式，ＰＰＯ－Ｐｅｎａｌｔｙ 算法通过引入新

旧两个策略分布的 Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ（ＫＬ）散度作为

目标函数的惩罚项，在训练时自动调整惩罚系数，可
以解决 ＴＲＰＯ 算法的硬约束问题。 ＰＰＯ－Ｃｌｉｐ 算法

通过对目标函数进行裁剪，从而得到更保守的更新。
本文使用 ＰＰＯ－Ｃｌｉｐ 算法作为决策模型的基础算

法，目标函数如式（８）所示。

ＬＣＬＩＰ（θ） ＝ Ｅ^ｔ［ｍｉｎ（ｒｔ（θ）Ａ^ｔ，ｃｌｉｐ（ｒｔ（θ），１ － ε，１ ＋ ε）Ａ^ｔ］
（８）

其中 ε 为截断因子。
ｒｔ（θ） 为新旧策略的比值，如式（９）所示：

ｒｔ（θ） ＝
πθ（ａｔ ｓｔ）
πθｏｌｄ（ａｔ ｓｔ）

（９）

　 　 其中， πθ 为随机策略。

Ａ^ｔ 为 ｔ 时刻的优势函数，如式（１０） 所示：

Ａ^ｔ ＝ ∑
ｍ－１

ｉ ＝ ０
γｉｒｔ ＋ｉ ＋ γｍＶϕ（ ｓｔ ＋ｍ） － Ｖϕ（ ｓｔ） （１０）

　 　 其中， Ｖϕ 为状态价值函数， γ 为奖励折扣因子。
２．２　 状态表征

本文中智能车辆观测状态由两部分组成 ｓｔ ＝

｛ ｓｈｓ，ｓｔｒ｝， ｓｈｓ 为驾驶员感兴趣区域下观测到的周边

车辆和自车的运动状态， ｓｔｒ 为自车将要跟踪的轨

迹。 将智能车辆观测状态定义为 ｓｈｓ ＝ ｛ｏｅ，ｏ１，…，
ｏ２０｝ ∈ Ｒ２１， 其中 ｏｉ 由周边车辆和自车的运动状态

ｐ ＝（ｘ，ｙ，φ，ｆ） 转化而来， ｆ 表示是否与自车有冲突

关系。 因为智能车辆决策受跟踪轨迹影响很大，所
以本文将部分智能车辆的跟踪轨迹作为智能车辆的

观测状态的一部分。 智能车辆轨迹状态为 ｓｔｒ ＝ ｛ｘ１，
ｙ１，φ１，…，ｘ２０，ｙ２０，φ２０｝ ∈ Ｒ６０， 由将要跟踪的 ２０ 个

轨迹点组成，采样间距为 ０．５ ｍ。
２．３　 动作表征

由于智能车辆沿固定轨迹行驶，因此只需要对

智能车辆的纵向速度进行规划。 为了更好的考虑车

辆的动力学和运动学特性，本文将智能车辆的加速

度作为强化学习模型的动作，不考虑智能车辆加速

和制动时的相应时间，用智能车辆的输出的加速度

对车辆的运动状态进行更新。 本文考虑到智能车辆

的驾驶安全性、舒适性和驾驶场景，对智能车辆的加

速度的范围进行限制，即 ａ ∈ ［－５，２．５］ ｍ ／ ｓ２。
２．４　 奖励函数

驾驶员通常希望安全、舒适、快速的通过十字路

口。 为了尽可能让智能车辆能够像人类驾驶员一

样，智能车辆的奖励函数由安全奖励、舒适奖励和速

度奖励组成，安全奖励是鼓励智能车辆与周边车辆

保持一个相对安全的距离，防止发生碰撞；舒适奖励

是希望自车输出的加速度和上一时刻相差不能太

大，减少加速度，提高舒适度；速度奖励是为了鼓励

智能车辆以［７－９ ｍ ／ ｓ］速度区间中的速度行驶，以
尽快通过路口。 奖励函数定义如式（１１） ～ 式（１４）
所示：

ｒｓ ＝
－ ２０（０．２ ＋

ｖｅ
９
）， 　 ｉｆ ｃｏｌｌｉｓｉｏｎ ｏｃｃｕｒｓ

－ ２０ｅ －ｔｃ， 　 ｏｔｈｅｒ

ì

î

í

ïï

ïï

（１１）
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ｒｖ ＝
０．４

（ｖｅ － ｖｍｉｎ）
（ｖｍａｘ － ｖｍｉｎ）

，　 ｉｆ ｖｅ ≤ ｖｍａｘ

－ ０．２ｅ（ｖｅ－ｖｍａｘ）， 　 　 ｉｆ ｖｅ ≥ ｖｍａｘ

ì

î

í

ï
ï

ïï

（１２）

　 ｒｃ ＝
－｜ ａｔ

ｅ － ａｔ －１
ｅ ｜ ，　 ｜ ａｔ

ｅ － ａｔ －１
ｅ ｜ ＞ ０．５

０，　 　 　 　 　 　 　 ｏｔｈｅｒ{ （１３）

　 　 　 　 　 ｒ ＝ ｒｓ ＋ ｒｃ ＋ ｒｖ （１４）
　 　 其中， ｒｓ 为安全奖励； ｔｃ 为自车与最近车辆碰撞

时间； ｒｖ 为速度奖励； ｒｃ 为舒适奖励； ｖｅ 和 ａｅ 为自车

速度和加速度； ｖｍａｘ 和 ｖｍｉｎ 为期望的最大速度和最小

速度。

３　 实验设计和分析

３．１　 实验环境

本文使用 ｈｉｇｈｗａｙ－ｅｎｖ 仿真环境来训练和评估

提出的决策框架。 本文将提出的驾驶员感兴趣区域

模型并入 ｈｉｇｈｗａｙ－ｅｎｖ 中，在此基础上搭建一个无

交通信号灯的双车道十字路口驾驶场景如图 ７ 中所

示，其中绿色车辆为智能车辆，蓝色车辆为周边车

辆，黄色区域为驾驶员感兴趣区域。 为了增加场景

多样性，通过调整周边车辆生成的数量来控制交通

流，并随机设定周边车辆的相关属性，例如生成位

置、行驶方向和速度等。 在十字路口中呈现连续的

周围交通环境，以模拟真实的交通情况，直接从仿真

环境中获取周围车辆的位置信息作为智能车辆感知

输出。 仿真环境中每个回合的终止条件为智能车辆

与其他车辆发生碰撞、智能车辆顺利通过路口和智

能车辆通行时间超过 ３０ ｓ。

图 ７　 ｈｉｇｈｗａｙ－ｅｎｖ 仿真场景

Ｆｉｇ． ７　 ｈｉｇｈｗａｙ－ｅｎｖ ｓｉｍｕｌａｔｉｏｎ ｓｃｅｎａｒｉｏ

３．２　 结果分析

为了验证本文提出的驾驶员感兴趣区域模型和

注意力机制对智能车辆决策的影响，将融入驾驶员

感兴趣区域模型和注意力机制的 ＰＰＯ 决策模型

（ＤＳＩＦ－Ａｔｔｅｎｔｉｏｎ－ＰＰＯ）与其他两个基线策略进行对

比试验。 将不同模型都训练４ ０００回合，驾驶员感兴

趣区域模型与基于注意力机制的策略网络或基于全

连接的策略网络相互组合的 ＰＰＯ 决策模型的平均

累积奖励曲线如图 ８ 所示。
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图 ８　 平均累计奖励曲线

Ｆｉｇ． ８　 Ａｖｅｒａｇｅ ｃｕｍｕｌａｔｉｖｅ ｒｅｗａｒｄ

　 　 由图 ８ 可知，基于注意力机制 ＰＰＯ 决策模型的

Ａｔｔｅｎｔｉｏｎ－ＰＰＯ 和 ＤＳＩＦ－Ａｔｔｅｎｔｉｏｎ－ＰＰＯ 模型，在训练

２ ５００轮后奖励曲线都趋于收敛，而基于全连接层的

ＰＰＯ 决策模型训练 ３ ４００ 轮后才开始缓慢收敛，这
说明注意力机制的策略网络可以让智能车辆更关注

有利于决策的信息，同时可以充分考虑周边车辆的

交互关系，从而加快 ＰＰＯ 决策模型的收敛，让智能

车辆做出更优的决策。 加入驾驶员感兴趣区域模型

ＤＳＩＦ－Ａｔｔｅｎｔｉｏｎ－ＰＰＯ 与不加相比，奖励曲线收敛更

快，最终的收敛的奖励值也更高，说明驾驶员感兴趣

区域模型可以很好去除感知模型输入的冗余信息，
使智能车辆像驾驶员一样从物理空间上去关注对决

策有利的信息，帮助智能车辆更好的做决策。
模型测试结果见表 １，可知本文提出的决策模

型在成功率和平均速度都要优于其他的决策模型，
融合驾驶员感兴趣区域模型的 ＰＰＯ 后在成功率和

平均速度上分别提高了 ２．３％和 ０．４９ ｍ ／ ｓ，加入注意

力机制后成功率和平均速度上分别提高了１．３％和

０．３５ ｍ ／ ｓ。
表 １　 模型测试结果

Ｔａｂｌｅ １　 Ｍｏｄｅｌ ｔｅｓｔ ｒｅｓｕｌｔｓ

模型 成功率 ／ ％ 平均速度 ／ （ｍ·ｓ－１）

ＰＰＯ ＋ ＭＰＬ ８５．６ ６．９８

ＰＰＯ ＋ Ａｔｔｅｎｔｉｏｎ ８６．９ ７．３３

ＰＰＯ ＋ ＤＳＩＤ ＋ Ａｔｔｅｎｔｉｏｎ ８９．２ ７．８２

４　 结束语

本文针对智能车辆在十字路口无保护左转驾驶

（下转第 １９０ 页）
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